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Abstrak 

Segmentasi pelanggan yang akurat diperlukan untuk mendukung pemasaran e-commerce yang lebih personal. 
Namun, model Recency, Frequency, Monetary (RFM) berfokus pada riwayat transaksi sehingga belum 
sepenuhnya menggambarkan motivasi belanja dan proporsi pengeluaran konsumen untuk e-commerce (Share 
of Wallet/SoW). Penelitian ini bertujuan mengelompokkan pengguna e-commerce berdasarkan profil 
transaksi dan perilaku konsumen menggunakan algoritma K-Prototypes. Data diperoleh dari 198 pengguna e-
commerce di Kota Palembang. Variabel klasterisasi meliputi RFM, SoW, motivasi belanja, dan preferensi 
kategori produk, sedangkan kategori usia digunakan dalam analisis lanjutan. Penentuan jumlah klaster 
menggunakan Elbow Method dan Silhouette Score menghasilkan empat persona, yaitu High-Value Promo 
Hunters, Routine Pragmatic Shoppers, Passive Micro-Spenders, dan Urgent Big-Ticket Buyers. Uji Chi-
Square menunjukkan adanya asosiasi yang signifikan antara kategori usia dan persona, dengan nilai Cramér’s 
V sebesar 0,274. Hasil ini menunjukkan bahwa usia berkaitan dengan pola belanja, tetapi tidak sepenuhnya 
menentukan profil konsumen. Temuan ini dapat membantu platform menyusun promosi dan pengalaman 
pengguna yang sesuai dengan karakteristik pelanggan. Penelitian ini terbatas pada 198 responden di Kota 
Palembang, sehingga hasilnya belum dapat digeneralisasi ke seluruh pengguna e-commerce.   
 

Kata Kunci: E-Commerce; K-Prototypes; Share of Wallet; Kohort Generasi. 
 

Abstract 

Accurate customer segmentation supports more personalized e-commerce marketing. However, the Recency, 
Frequency, Monetary (RFM) model focuses on transaction history and may not fully capture shopping 
motivation or the share of a consumer’s spending allocated to e-commerce (Share of Wallet/SoW). This 
study aims to cluster e-commerce users based on transaction profiles and consumer behavior using the K-
Prototypes algorithm. Data were collected from 198 e-commerce users in Palembang, Indonesia. The 
clustering variables included RFM, SoW, shopping motivation, and product-category preferences, while age 
category was used for follow-up analysis. The Elbow Method and Silhouette Score supported a four-cluster 
solution. The resulting personas were High-Value Promo Hunters, Routine Pragmatic Shoppers, Passive 
Micro-Spenders, and Urgent Big-Ticket Buyers. The Chi-square test indicated a significant association 
between age category and persona, with Cramér’s V of 0.274. This suggests that age is associated with 
shopping patterns but does not fully determine consumer profiles. The findings can inform more targeted 
promotions and user-experience design. The study is limited to 198 respondents from Palembang, so the 
findings may not represent e-commerce users in other regions.  
 
Keyword: E-Commerce; K-Prototypes; Share of Wallet; Generational Cohort. 
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1. Pendahuluan 
 
Pertumbuhan e-commerce mendorong perusahaan beralih dari pemasaran massal menuju 

penargetan pelanggan yang lebih personal. Segmentasi berbasis machine learning dapat membantu 
mengenali pola belanja dan mendukung pengambilan keputusan pemasaran digital (Alie & 
Gustriansyah, 2024; Alves Gomes & Meisen, 2023). Dalam kerangka Customer Relationship 
Management (CRM), segmentasi tidak cukup hanya menggambarkan riwayat transaksi; platform juga 
perlu memahami motivasi dan alokasi dana pelanggan agar promosi serta layanan lebih relevan. 
Penerapan segmentasi berbasis komputasi juga dilaporkan dapat mendukung efisiensi operasional 
dan keberlanjutan profitabilitas platform (Kumar, 2025). Model Recency, Frequency, Monetary (RFM) 
banyak digunakan untuk merangkum waktu transaksi terakhir, frekuensi pembelian, dan nilai 
belanja pelanggan (Homepage et al., 2025). Penelitian terdahulu telah mengembangkan RFM dengan 
menambahkan Volume melalui model LRFMV (Mahfuza et al., 2022), menggabungkannya dengan 
matriks BCG untuk mengevaluasi portofolio pelanggan (Gholamveisy et al., 2024), serta 
memasukkan informasi demografis ke dalam model RFMD (Ho et al., 2023). Meski bermanfaat, 
indikator transaksi belum sepenuhnya menjelaskan motivasi belanja dan proporsi pengeluaran 
pelanggan untuk e-commerce atau Share of Wallet (SoW) (Blömker & Albrecht, 2024). Akibatnya, 
pelanggan dengan nilai transaksi yang sama dapat memiliki tingkat komitmen finansial yang 
berbeda. Penelitian segmentasi e-commerce menggunakan model RFM yang diperluas dan K-
Medoids juga menunjukkan pentingnya pemilihan fitur serta algoritma yang sesuai dengan 
karakteristik data (Wu et al., 2022), sedangkan K-Means telah diterapkan pada segmentasi pelanggan 
berdasarkan usia, pendapatan, dan RFM (Kristanti et al., 2024).  

Tinjauan (Alves Gomes & Meisen, 2023) turut menekankan pentingnya memahami kebutuhan 
dan motivasi pelanggan untuk mendukung penargetan yang lebih personal. Pemilihan algoritma 
juga perlu mempertimbangkan tipe data yang dianalisis. K-Means menggunakan jarak Euclidean dan 
tidak secara langsung mengolah atribut kategorikal; mengubah kategori seperti motivasi belanja 
menjadi angka dapat mengaburkan perbedaan makna antarkategori (Mahesa Putra et al., 2025). K-
Prototypes dirancang untuk mengolah atribut numerik dan kategorikal secara bersamaan melalui 
kombinasi jarak Euclidean dan ukuran ketidakmiripan kategori (Shi et al., 2024). Penerapannya pada 
data pelanggan campuran telah diteliti dalam beberapa situasi. Beberapa referensi menggunakan K-
Prototypes sebagai algoritma pembanding untuk membentuk segmen pelanggan pada data sebuah 
toko virtual dan menemukan hasil pengelompokan yang secara umum sebanding dengan Hierarchical 
Agglomerative Clustering. Dalam e-commerce, (Ho et al., 2023) menerapkan K-Prototypes pada data 
demografis, transaksi, dan perilaku pelanggan sebagai bagian dari kerangka analisis prediksi customer 
churn. Studi-studi tersebut menunjukkan kegunaan K-Prototypes pada data pelanggan bertipe 
campuran, tetapi berfokus pada pembandingan metode atau identifikasi risiko pelanggan berhenti 
menggunakan layanan. Penelitian ini memperluas fokus dengan menggabungkan RFM, SoW, 
motivasi belanja, dan preferensi kategori produk untuk membentuk persona perilaku konsumen. 
Penelitian ini mengelompokkan seluruh responden secara serentak (global clustering), bukan 
membentuk klaster terpisah berdasarkan usia terlebih dahulu (local clustering). Kelompok pelanggan 
dibentuk menggunakan kriteria transaksi dan perilaku yang sama, sedangkan kategori usia dianalisis 
setelah proses klasterisasi selesai. Berdasarkan pendekatan tersebut, penelitian ini bertujuan 
mengidentifikasi persona pengguna e-commerce di Kota Palembang berdasarkan RFM, SoW, 
motivasi belanja, dan preferensi kategori produk, lalu menguji asosiasi antara kategori usia dan 
persona yang terbentuk (Vrhovac et al., 2024). Hasilnya diharapkan memberikan gambaran 
segmentasi yang lebih realistis daripada asumsi yang hanya mengandalkan generasi, serta membantu 
platform merancang promosi dan pengalaman pengguna berdasarkan pola belanja pelanggan (Alves 
Gomes & Meisen, 2023). 
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2. Metode Penelitian 
 
2.1 Tahapan Penelitian 

Penelitian ini menggunakan pendekatan kuantitatif dengan teknik unsupervised machine learning 
untuk mengelompokkan pengguna e-commerce berdasarkan data numerik dan kategorikal. Seperti 
ditunjukkan pada Gambar 1, tahapan penelitian meliputi pengumpulan data, pra-pemrosesan, 
pembentukan klaster menggunakan K-Prototypes, evaluasi jumlah klaster melalui Elbow Method dan 
Silhouette Score, serta ekstraksi dan interpretasi profil konsumen. Jika evaluasi belum menunjukkan 
pembagian yang memadai, nilai K disesuaikan dan proses klasterisasi diulang. Setelah jumlah klaster 
ditetapkan, analisis dilanjutkan dengan pengujian asosiasi antara kategori usia dan persona yang 
terbentuk. Tahap akhir adalah merumuskan implikasi manajerial bagi strategi pemasaran dan desain 
antarmuka pengguna. Berdasarkan evaluasi yang dilakukan, penelitian ini menggunakan empat 
klaster (K = 4). 

 

 
Gambar 1. Flowchart Metodologi Penelitian 

 
2.2 Pengumpulan Data dan Representasi Data 

Data primer dikumpulkan melalui kuesioner daring menggunakan Google Forms. Tautan 
kuesioner disebarkan melalui media sosial, terutama Instagram dan WhatsApp, pada kanal atau 
komunitas yang secara khusus menjangkau wilayah Kota Palembang. Pengumpulan data mulai 
tercatat pada 8 Mei 2026, yaitu tanggal respons pertama. Formulir ditunggu selama satu bulan sejak 
pengisian pertama. Berdasarkan catatan waktu pengisian yang tersedia, respons terakhir tercatat 
pada 12 Mei 2026. Responden mengisi kuesioner melalui tautan Google Forms, dan jawaban 
dihimpun secara elektronik untuk selanjutnya diperiksa berdasarkan kriteria penelitian. 
Penelitian ini melibatkan 198 pengguna e-commerce yang berdomisili di Kota Palembang. 
Responden dipilih menggunakan pendekatan non-probability sampling dengan teknik purposive sampling. 
Kriteria inklusi meliputi (1) berdomisili di Kota Palembang dan (2) merupakan pengguna aktif yang 
telah melakukan transaksi pada platform e-commerce. Dengan kriteria tersebut, penelitian berfokus 
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pada konsumen yang memiliki pengalaman transaksi, bukan hanya pengguna yang pernah 
mengakses platform. Untuk menilai kecukupan jumlah sampel, penelitian mengacu pada pedoman 
analisis multivariat yang dikutip oleh (Ali Memon et al., 2020; Hair et al., 2019), yaitu rasio acuan 
minimal 10 observasi untuk setiap variabel analisis. Penelitian ini mencakup tujuh variabel utama: 
Recency, Frequency, Monetary, Share of Wallet, motivasi belanja, preferensi kategori produk, dan kategori 
usia. Berdasarkan rasio tersebut, jumlah sampel acuan minimum adalah 70 responden, sedangkan 
data yang diperoleh berjumlah 198 responden. Jumlah ini melampaui acuan minimum, meskipun 
tidak dengan sendirinya menjamin bahwa sampel mewakili seluruh pengguna e-commerce di luar 
wilayah penelitian. Dataset disusun dalam bentuk data campuran (mixed-data), dengan setiap 
observasi mewakili satu responden. Empat atribut numerik yang digunakan untuk pembentukan 
klaster ialah Recency (jarak waktu sejak transaksi terakhir), Frequency (jumlah transaksi dalam periode 
pengamatan), Monetary (nilai pengeluaran), dan Share of Wallet (SoW), yaitu persentase pengeluaran e-
commerce terhadap total pendapatan bulanan. Dua atribut kategorikal yang digunakan dalam 
klasterisasi adalah motivasi belanja dan preferensi kategori produk. Kategori usia tidak dimasukkan 
sebagai fitur pembentuk klaster; atribut ini disimpan untuk analisis lanjutan setelah klaster terbentuk 
(post-hoc). Pemisahan tersebut memungkinkan persona dibentuk berdasarkan pola transaksi dan 
perilaku, kemudian asosiasinya dengan kelompok usia diuji secara terpisah. Penggunaan 
karakteristik transaksi dan perilaku sebagai dasar segmentasi juga sejalan dengan penelitian tentang 
analisis pelanggan berbasis pembelajaran mesin (Ullah et al., 2023). 
 
2.3 Pra-pemrosesan Data (Data Preprocessing) 

Pra-pemrosesan data dilakukan untuk menyetarakan skala antarfitur numerik sebelum proses 
klasterisasi. Langkah ini diperlukan karena perbedaan rentang nilai dapat memengaruhi perhitungan 
jarak pada algoritma berbasis jarak. Dalam penelitian ini, fitur numerik yang meliputi Recency, 
Frequency, Monetary, dan Share of Wallet (SoW) distandardisasi menggunakan Standard Scaling dengan 
metode Z-score (Tabianan et al., 2022). Standardisasi mengubah nilai setiap fitur agar memiliki rata-
rata 0 dan simpangan baku 1. Proses ini dirumuskan sebagai berikut: 

 

𝓏 =
𝑥−𝜇

𝜎
  

 

Pada Persamaan (1), (z) merupakan nilai setelah standardisasi, (x) adalah nilai awal, (𝜇) adalah 

rata-rata fitur, dan (𝜎) adalah simpangan baku fitur. Sementara itu, fitur kategorikal yang meliputi 
motivasi belanja dan preferensi kategori produk tetap dipertahankan dalam bentuk kategorinya. 
Pemisahan penanganan tersebut memungkinkan fitur numerik dan kategorikal diproses bersama 
menggunakan algoritma K-Prototypes tanpa mengubah makna kategori menjadi nilai numerik yang 
tidak mencerminkan urutan atau jarak sebenarnya. 
 
2.4 Algoritma K-Prototypes dan Pendekatan Global 

Algoritma K-Prototypes digunakan karena mampu mengolah data numerik dan kategorikal secara 
bersamaan. Berbeda dengan K-Means yang menggunakan jarak Euclidean untuk data numerik, K-
Prototypes menggabungkan perhitungan jarak untuk atribut numerik dengan pengukuran 
ketidakcocokan pada atribut kategorikal (Aschenbruck et al., 2025). Dengan demikian, variabel 
seperti Recency, Frequency, Monetary, dan Share of Wallet dapat dianalisis bersama variabel motivasi 
belanja dan preferensi kategori produk. Proses klasterisasi bertujuan mengelompokkan responden 
yang memiliki karakteristik serupa ke dalam kelompok yang sama. Algoritma menghitung 
perbedaan karakteristik numerik dan kategorikal, kemudian menyesuaikan pusat klaster hingga 
diperoleh pengelompokan dengan perbedaan dalam setiap klaster yang lebih kecil. Pengaruh kedua 
jenis data diseimbangkan melalui parameter pembobotan, sehingga atribut numerik maupun 
kategorikal dapat berkontribusi terhadap pembentukan klaster. Dalam penelitian ini, sebanyak 198 
responden diproses secara bersamaan menggunakan pendekatan global clustering. Artinya, seluruh 
responden dikelompokkan berdasarkan pola transaksi dan perilaku yang sama tanpa terlebih dahulu 
dipisahkan menurut kategori usia. Sebaliknya, local clustering membagi responden ke dalam kelompok 
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usia terlebih dahulu, kemudian melakukan klasterisasi secara terpisah pada setiap kelompok. 
Pendekatan global dipilih agar profil konsumen terbentuk berdasarkan kesamaan karakteristik 
transaksi dan perilaku, bukan berdasarkan batasan usia sejak awal. Kategori usia selanjutnya 
digunakan dalam analisis lanjutan (post-hoc) untuk menguji hubungan antara kelompok usia dan 
persona yang terbentuk. Dengan cara ini, penelitian dapat mengidentifikasi apakah karakteristik 
persona tertentu cenderung ditemukan pada kelompok usia tertentu tanpa menjadikan usia sebagai 
dasar pembentukan klaster. 
 
2.5 Evaluasi Metrik Klasterisasi 

Penentuan jumlah klaster (K) dilakukan menggunakan Elbow Method dan Silhouette Score. Kedua 
metrik ini digunakan untuk mengevaluasi hasil pengelompokan dan membantu menentukan jumlah 
klaster yang sesuai dengan karakteristik data. Elbow Method mengevaluasi perubahan nilai cost 
function atau inersia K-Prototypes ketika jumlah klaster ditambah. Nilai tersebut cenderung menurun 
seiring bertambahnya jumlah klaster. Jumlah klaster dipilih pada titik ketika penurunan mulai 
melandai, karena penambahan klaster setelah titik tersebut memberikan perbaikan yang semakin 
kecil (John et al., 2023; Kristanti et al., 2024). Sementara itu, Silhouette Score digunakan untuk menilai 
kesesuaian setiap responden dengan klasternya dibandingkan dengan klaster terdekat. Nilai yang 
lebih tinggi menunjukkan bahwa responden cenderung lebih sesuai dengan klasternya sendiri dan 
memiliki pemisahan yang lebih baik dari kelompok lain. Nilai rata-rata Silhouette Score digunakan 
sebagai pertimbangan tambahan untuk mengevaluasi kualitas pengelompokan (John et al., 2023; 
Kristanti et al., 2024). Kedua metrik tersebut digunakan secara bersamaan agar penentuan jumlah 
klaster tidak hanya bergantung pada penurunan nilai cost function, tetapi juga mempertimbangkan 
kualitas pemisahan antarklaster. Hasil evaluasi dan dasar pemilihan jumlah klaster dalam penelitian 
ini selanjutnya disajikan pada bagian hasil dan pembahasan. 
 
2.6 Pengujian Hipotesis Asosiasi 

Pengujian hipotesis dilakukan untuk mengetahui apakah terdapat hubungan yang signifikan 
antara kategori usia responden dan persona perilaku e-commerce yang terbentuk melalui algoritma 
K-Prototypes. Pengujian menggunakan Chi-Square Test of Independence setelah proses klasterisasi selesai. 
Dengan demikian, kategori usia tidak memengaruhi pembentukan klaster, tetapi digunakan untuk 
menguji hubungan antara karakteristik demografis dan persona yang dihasilkan. Hipotesis yang diuji 

terdiri atas dua pernyataan. Hipotesis nol (H₀) menyatakan bahwa tidak terdapat hubungan yang 
signifikan antara kategori usia dan persona perilaku e-commerce. Sebaliknya, hipotesis alternatif 

(H₁) menyatakan bahwa terdapat hubungan yang signifikan antara kedua variabel tersebut. 
Keputusan pengujian didasarkan pada nilai signifikansi (p-value). Jika p-value lebih kecil dari taraf 
signifikansi 0,05, hipotesis nol ditolak. Hasil ini menunjukkan adanya hubungan statistik antara 
kategori usia dan persona, tetapi tidak membuktikan hubungan sebab-akibat. Sebelum hasil uji 
diinterpretasikan, kelayakan frekuensi harapan pada tabel kontingensi diperiksa berdasarkan aturan 
Cochran. Pemeriksaan ini memastikan bahwa jumlah sel dengan frekuensi harapan kurang dari 5 
tidak melebihi 20% dari seluruh sel. Pemeriksaan tersebut diperlukan agar hasil uji Chi-Square dapat 
diinterpretasikan secara tepat. Apabila hubungan yang signifikan ditemukan, kekuatannya dievaluasi 
menggunakan Cramér’s V. Ukuran ini menunjukkan seberapa kuat hubungan antara kategori usia 
dan persona, bukan sekadar apakah hubungan tersebut signifikan. Karena tabel penelitian terdiri 
atas enam kategori usia dan empat persona, interpretasi Cramér’s V disesuaikan dengan dimensi 
tabel kontingensi. Penyesuaian ini mengacu pada kriteria ukuran efek Cohen agar kekuatan 
hubungan tidak dinilai hanya berdasarkan ambang batas umum tanpa mempertimbangkan ukuran 
tabel. Melalui tahapan tersebut, penelitian mengevaluasi signifikansi dan kekuatan hubungan antara 
kategori usia dan persona yang terbentuk. Hasil pengujian selanjutnya digunakan untuk 
menginterpretasikan distribusi persona pada kelompok usia yang berbeda tanpa menjadikan usia 
sebagai dasar pembentukan klaster. 
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3. Hasil dan Pembahasan 
 
3.1 Hasil 
3.1.1 Penentuan Jumlah Klaster Optimal 

Penentuan jumlah klaster dilakukan menggunakan Elbow Method dan Silhouette Score untuk 
memperoleh pembagian kelompok yang sesuai dengan karakteristik data. Elbow Method digunakan 
untuk mengamati perubahan nilai cost function ketika jumlah klaster bertambah, sedangkan Silhouette 
Score digunakan untuk menilai kesesuaian responden dengan klasternya serta pemisahan antar 
klaster. 
 

 
Gambar 2. Validasi Menggunakan Elbow dan Silhoutte Method 

 
Hasil evaluasi pada Gambar 2 menunjukkan bahwa penambahan jumlah klaster menurunkan 

nilai cost function, tetapi penurunannya mulai melandai pada K = 4. Kondisi ini menunjukkan bahwa 
penambahan klaster setelah titik tersebut memberikan perbaikan yang semakin terbatas. Hasil 
Silhouette Score turut digunakan sebagai pertimbangan untuk menilai kualitas pemisahan kelompok. 
Berdasarkan kedua metrik tersebut, penelitian menetapkan empat klaster (K = 4) untuk tahap 
analisis selanjutnya. Pemilihan ini menghasilkan pembagian yang dapat diinterpretasikan menjadi 
empat persona konsumen berdasarkan karakteristik transaksi dan perilaku belanja. 
 
3.1.2 Visualisasi Sebaran Data 

Setelah jumlah klaster ditetapkan sebanyak empat ((K=4)), algoritma K-Prototypes 
menghasilkan empat persona pengguna e-commerce dengan karakteristik transaksi dan perilaku 
belanja yang berbeda. Distribusi responden pada setiap persona ditampilkan pada Gambar 3. 
Karakteristik masing-masing persona selanjutnya dianalisis berdasarkan Recency, Frequency, 
Monetary, Share of Wallet (SoW), dan motivasi belanja. 
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Gambar 3. Donut Chart 
Berdasarkan Gambar 3, Routine Pragmatic Shoppers merupakan kelompok terbesar, yaitu 31,8% 

dari 198 responden. Kelompok ini diikuti oleh Passive Micro-Spenders sebesar 29,8%, High-Value 
Promo Hunters sebesar 25,3%, dan Urgent Big-Ticket Buyers sebesar 13,1%. Distribusi tersebut 
menunjukkan bahwa responden memiliki pola belanja yang beragam. Kelompok terbesar 
berorientasi pada pemenuhan kebutuhan rutin, sedangkan kelompok lainnya menunjukkan 
kecenderungan belanja yang berkaitan dengan promosi, pengeluaran bernilai kecil, atau kebutuhan 
mendesak. Perbedaan karakteristik keempat persona dapat diamati lebih lanjut melalui 
perbandingan indikator numerik pada Gambar 4. 
 

 
Gambar 4. Radar Chart 

 
Berdasarkan Gambar 4, setiap persona memiliki pola transaksi dan perilaku yang berbeda. 
Perbedaan tersebut dapat dijelaskan sebagai berikut. 
1) Persona 0 (High-Value Promo Hunters): Kelompok ini mencakup 25,3% responden dan ditandai 

oleh nilai pengeluaran serta SoW yang tinggi, dengan SoW di atas 24%. Meskipun memiliki 
pengeluaran besar, kelompok ini sensitif terhadap harga dan cenderung tertarik pada promosi 
serta flash sale. Artinya, nilai transaksi yang tinggi tidak selalu menunjukkan bahwa pelanggan 
kurang memperhatikan harga. Dari sisi pemasaran, platform dapat menawarkan kupon yang 
relevan, promosi pada waktu tertentu, dan paket produk sesuai preferensi pelanggan. Informasi 
mengenai diskon, syarat promosi, dan harga akhir sebaiknya ditampilkan secara jelas agar 
pelanggan dapat membandingkan manfaat penawaran sebelum melakukan pembelian. 

2) Persona 1 (Routine Pragmatic Shoppers): Sebagai kelompok terbesar dengan proporsi 31,8%, 
persona ini memiliki tingkat frekuensi transaksi dan dedikasi finansial yang relatif moderat. 
Konsumen dalam kelompok ini cenderung menggunakan e-commerce untuk memenuhi 
kebutuhan rutin dengan pertimbangan kegunaan dan kemudahan. Strategi pemasaran yang 
sesuai meliputi rekomendasi produk kebutuhan sehari-hari, pengingat pembelian ulang, dan 
penawaran berdasarkan riwayat belanja. Pada desain antarmuka, navigasi kategori, pencarian 
produk, informasi harga, dan proses pembayaran perlu dibuat sederhana agar transaksi rutin 
dapat dilakukan secara efisien. 

3) Persona 2 (Passive Micro-Spenders): Kelompok ini mencakup 29,8% responden, dengan SoW di 
bawah 12% dan aktivitas transaksi yang relatif jarang. Pengeluaran mereka cenderung bernilai 
kecil dan berkaitan dengan kebutuhan pelengkap atau gaya hidup sekunder. Dengan demikian, 
keterlibatan kelompok ini dalam transaksi e-commerce relatif terbatas dibandingkan kelompok 
dengan pengeluaran lebih tinggi. Pendekatan pemasaran yang sesuai adalah menawarkan produk 
terjangkau, rekomendasi yang relevan, dan promosi dengan nilai pembelian yang sesuai 
anggaran. Antarmuka pengguna dapat menampilkan pilihan produk berdasarkan rentang harga 
sehingga pelanggan lebih mudah menemukan produk yang sesuai dengan kebutuhan mereka. 
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4) Persona 3 (Urgent Big-Ticket Buyers): Kelompok ini merupakan segmen terkecil, yaitu 13,1% 
responden. Karakteristik utamanya adalah frekuensi transaksi yang rendah, tetapi nilai 
pengeluaran dan SoW tinggi ketika pembelian dilakukan. SoW kelompok ini berada di atas 24%. 
Pola tersebut menunjukkan bahwa transaksi bernilai tinggi dapat terjadi ketika konsumen 
menghadapi kebutuhan yang mendesak. Strategi pemasaran untuk kelompok ini sebaiknya 
menekankan ketersediaan produk, kejelasan spesifikasi, estimasi pengiriman, dan informasi 
garansi. Pada antarmuka pengguna, informasi penting perlu mudah ditemukan agar pelanggan 
dapat mengevaluasi produk dan menyelesaikan transaksi dengan lebih cepat dan yakin.  

 
Secara keseluruhan, empat persona tersebut menunjukkan bahwa pengguna dengan pola 

pengeluaran yang tinggi sekalipun dapat memiliki motivasi yang berbeda. Sebagian sensitif terhadap 
promosi, sebagian berfokus pada kebutuhan rutin, sebagian bertransaksi dalam jumlah kecil, dan 
sebagian lainnya melakukan pembelian bernilai tinggi ketika menghadapi kebutuhan mendesak. 
Oleh karena itu, hasil klasterisasi dapat digunakan sebagai dasar untuk menyusun strategi promosi, 
rekomendasi produk, dan desain antarmuka yang lebih sesuai dengan karakteristik setiap kelompok 
pelanggan. 
 
3.1.3 Pengujian Hipotesis dan Post-Hoc Generational Profiling 

Pengujian Chi-Square dilakukan untuk mengetahui apakah terdapat hubungan antara kategori 
usia responden dan persona yang terbentuk melalui algoritma K-Prototypes. Hasil pengujian 
menunjukkan nilai Chi-Square sebesar 44,58 dengan p-value sebesar 0,0001. Karena nilai tersebut 
lebih kecil dari taraf signifikansi 0,05, hipotesis nol ditolak. Hasil ini menunjukkan bahwa terdapat 
hubungan yang signifikan secara statistik antara kategori usia dan distribusi persona konsumen. 
Kekuatan hubungan tersebut selanjutnya dievaluasi menggunakan Cramér’s V dan menghasilkan 
nilai 0,274. Nilai ini menunjukkan adanya hubungan antara kategori usia dan persona, tetapi 
kekuatannya perlu diinterpretasikan berdasarkan kriteria yang digunakan dalam penelitian. Dengan 
demikian, usia berkaitan dengan pola segmentasi konsumen, tetapi tidak sepenuhnya menentukan 
perilaku belanja seseorang. Distribusi persona pada setiap kategori usia ditampilkan dalam bentuk 
heatmap pada Gambar 5. Visualisasi ini membantu memperlihatkan persona yang memiliki proporsi 
relatif besar pada setiap kelompok usia. 

 

 
Gambar 5. Visualisasi Heatmap 

 
Berdasarkan pemetaan proporsi pada Gambar 5, Berdasarkan Gambar 5, terdapat beberapa 

pola yang menunjukkan bahwa karakteristik konsumen tidak dapat dijelaskan hanya berdasarkan 
kelompok usia. Pada responden berusia 18–24 tahun, sebanyak 44,9% termasuk Routine Pragmatic 
Shoppers dan 34,7% termasuk Passive Micro-Spenders. Kedua persona tersebut mencakup 79,6% dari 
kelompok usia ini. Temuan tersebut menunjukkan bahwa dalam sampel penelitian, konsumen muda 
lebih banyak berada pada kelompok yang berorientasi pada kebutuhan rutin atau memiliki 
pengeluaran e-commerce relatif kecil, bukan pada kelompok dengan pengeluaran tinggi yang dipicu 
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oleh promosi. Pada kelompok usia 25–34 tahun, High-Value Promo Hunters memiliki proporsi 
terbesar, yaitu 37,5%. Sementara itu, pada kelompok usia 35–44 tahun, Routine Pragmatic Shoppers dan 
Passive Micro-Spenders masing-masing mencakup 36,7%. Pada kelompok usia 45–54 tahun, High-
Value Promo Hunters dan Passive Micro-Spenders masing-masing memiliki proporsi 37,0%. Pola ini 
memperlihatkan bahwa kelompok usia produktif tidak memiliki satu pola belanja yang seragam. 
Sebagian konsumen menunjukkan respons terhadap promosi, sementara sebagian lainnya tetap 
berorientasi pada kebutuhan rutin atau melakukan pembelian dengan nilai relatif kecil. Pada 
kelompok usia 55–64 tahun, Routine Pragmatic Shoppers dan Passive Micro-Spenders masing-masing 
mencakup 29,6%. Adapun pada kelompok usia 65 tahun ke atas, sebanyak 48,0% responden 
termasuk Urgent Big-Ticket Buyers. Proporsi tersebut menunjukkan bahwa persona dengan frekuensi 
transaksi rendah tetapi nilai pembelian tinggi juga ditemukan pada kelompok usia lanjut dalam 
sampel penelitian. Hasil pengujian dan distribusi persona menunjukkan bahwa kategori usia 
memiliki hubungan statistik dengan pola segmentasi konsumen. Namun, variasi persona dalam 
kelompok usia yang sama menegaskan bahwa pelanggan tidak seharusnya diperlakukan berdasarkan 
asumsi demografis semata. Strategi pemasaran perlu mempertimbangkan karakteristik transaksi, 
motivasi belanja, dan preferensi produk agar lebih sesuai dengan kebutuhan setiap kelompok 
konsumen. 
 
3.2 Pembahasan 

Penelitian terdahulu menunjukkan bahwa segmentasi pelanggan e-commerce telah 
dikembangkan melalui berbagai pemilihan fitur dan algoritma klasterisasi. (Awaliyah et al., 2024; 
Wang, 2025) mengkaji segmentasi pelanggan toko virtual menggunakan data numerik dan 
kategorikal serta membandingkan beberapa pendekatan klasterisasi. Sementara itu, (Wu et al., 2022)  
memperluas model RFM dengan menambahkan aktivitas pelanggan pada keranjang belanja dan 
daftar favorit, kemudian menerapkannya menggunakan algoritma K-Medoids yang ditingkatkan. 
Kedua penelitian tersebut menegaskan pentingnya pemilihan fitur dan metode yang sesuai dengan 
karakteristik data pelanggan. (Alves Gomes & Meisen, 2023), melalui tinjauan terhadap 105 
publikasi, menunjukkan bahwa RFM dan K-Means banyak digunakan dalam penelitian segmentasi 
e-commerce. Perkembangan berikutnya juga terlihat pada penelitian (Ho et al., 2023), yang 
menerapkan K-Prototypes untuk mengelompokkan pelanggan berdasarkan data demografis, 
transaksi, dan perilaku sebagai bagian dari kerangka prediksi customer churn. Studi tersebut 
memperlihatkan bahwa K-Prototypes telah digunakan dalam analisis pelanggan e-commerce dengan 
tujuan mendukung strategi retensi (Rydzewska et al., 2024; Schwendtner et al., 2024; Singh, 2024). 
Berbeda dari fokus penelitian terdahulu tersebut, penelitian ini menggabungkan RFM dan Share of 
Wallet (SoW) dengan motivasi belanja serta preferensi kategori produk untuk membentuk persona 
konsumen. Kategori usia tidak digunakan sebagai dasar pembentukan klaster, tetapi dianalisis 
setelah klaster terbentuk melalui uji Chi-Square. Pendekatan ini memungkinkan penelitian 
mengidentifikasi variasi perilaku dalam kelompok usia yang sama dan menilai hubungan antara usia 
dan persona tanpa mengasumsikan bahwa usia secara langsung menentukan perilaku belanja. 
Dengan demikian, kontribusi penelitian terletak pada integrasi karakteristik transaksi dan perilaku 
dalam pembentukan persona, disertai analisis hubungan demografis serta interpretasi praktis bagi 
strategi pemasaran e-commerce. 
 

 

4. Kesimpulan 
 
Penelitian ini menerapkan algoritma K-Prototypes untuk mengelompokkan pengguna e-

commerce berdasarkan karakteristik transaksi dan perilaku belanja menggunakan 198 responden di 
Kota Palembang. Evaluasi menggunakan Elbow Method dan Silhouette Score menghasilkan empat 
persona, yaitu High-Value Promo Hunters, Routine Pragmatic Shoppers, Passive Micro-Spenders, dan Urgent 
Big-Ticket Buyers. Keempat persona tersebut menunjukkan bahwa konsumen memiliki pola transaksi, 
alokasi pengeluaran, dan motivasi belanja yang berbeda sehingga segmentasi pelanggan tidak cukup 
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hanya mengandalkan nilai transaksi. Pengujian Chi-Square menunjukkan adanya hubungan yang 
signifikan antara kategori usia dan persona, dengan nilai Cramér’s V sebesar 0,274. Temuan ini 
menunjukkan bahwa usia berkaitan dengan pola belanja konsumen, tetapi tidak sepenuhnya 
menentukan karakteristik setiap pelanggan. Hasil segmentasi dapat dimanfaatkan sebagai dasar 
untuk menyusun promosi yang lebih relevan, rekomendasi produk, dan desain antarmuka yang 
sesuai dengan kebutuhan masing-masing persona. Penelitian ini memiliki keterbatasan pada jumlah 
sampel sebanyak 198 responden, wilayah pengumpulan data yang terbatas di Kota Palembang, serta 
penggunaan teknik purposive sampling yang membatasi generalisasi hasil ke populasi pengguna e-
commerce yang lebih luas. Penelitian selanjutnya disarankan melibatkan responden dari berbagai 
wilayah dengan jumlah sampel yang lebih besar serta membandingkan K-Prototypes dengan 
algoritma klasterisasi lain yang mampu mengolah data campuran. Pengujian tersebut dapat 
membantu menilai konsistensi hasil klasterisasi dan meningkatkan pemahaman mengenai 
karakteristik serta perilaku konsumen e-commerce. 
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